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研究報告

機械學習法應用於牛樟漂流木與 
非漂流木性質之研究

陳振輝
1  龍暐

2  吳東霖
3*

（收件日期：民國111年4月8日、接受日期：民國111年8月29日）

【摘要】本研究目的為針對牛樟非漂流木(Non-driftwood)及漂流木(Driftwood)區分心材與

邊材二類，探討兩者來源木材之機械性質。實驗試體由行政院農業委員會林務局屏東林區

管理處所提供之牛樟木樣本，以漂流木與非漂流木進行比較，其中包括密度、抗壓、抗彎

及抗剪測試。再利用微軟AZURE雲端運算服務進行機械學習分類兩類試材為漂流木或非

漂流木，所學習之成果為抗剪決策樹0.980 > 抗壓決策樹0.941 > 抗彎類神經0.811，由此可

得知，抗剪決策樹較其他兩項所學習之成效佳。藉由所衍生之判定系統能以較客觀方式判

別受測試材是否屬於漂流木。

【關鍵詞】木材機械性質、機械學習、漂流木、邊心材。
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【Abstract】The aim of this study was to distinguish between heartwood and sapwood for 

non-driftwood and driftwood of Cinnamomum kanehirai Hayata, and to explore the mechanical 

properties of the woods. The experimental specimens were provided by the Pingtung Forest 

District Office of the forestry bureau of the executive yuan agricultural committee. The wood 

samples of the main section of the burdock logs were compared with the appearance and physical 

properties of the driftwood and the non-driftwood timber. Using the statistical calculation and 

AZURE mechanical learning system, in order to determine whether the test material belongs to 

the driftwood or non-driftwood. The results of mechanical learning 0.980 > compression 0.941 > 

bending resistance 0.811, which were shown that the shear decision tree was better than the 

others. The results of the project had been training well. Using mechanical learning, the training 

results of determination system could classify the driftwood or non-driftwood timber more 

objective.

【Keywords】Wood Mechanical Properties, Machine Learning, Driftwood, Sapwood and 

Heartwood.
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I、前言

漂流木(Driftwood)泛指林木殘體(斷

幹、斷枝)受到降水之運搬移動，最後堆積

在河道、河口、海岸等地者稱之(陸象豫

等，2006)。臺灣有關漂流木之處理依據

準則，係依行政院農業委員會林務局所公

佈之「處理天然災害漂流木注意事項」執

行，已於2005年公佈實施。然而，2009年

莫拉克(八八)風災，對臺灣中南部與東部

所降下之雨量，引發嚴重的山區水災，以

致造成漂流木達152萬噸，龐大數量的漂流

木嚴重阻塞橋樑、河道，並危害堤防、溪

畔村落住宅、農田及漁港設施等，影響層

面很廣，漂流木處理上極為困難(陳財輝，

2009；陳財輝、鍾欣芸，2011)。迄今林

政單位仍有部分漂流木尚在處理中，將來

這些漂流木如何分類與應用，將是一大課

題。

2007年度林務局查獲盜伐林木案件為

47件，2011年度則增加至193件，該期間

森林盜伐被害價值超過一億二千萬元；另

竊取森林主副產物(如：樹皮、樹脂、種

實、落枝、樹葉、灌藤、竹筍、草類、菌

類及其他主產物以外之林產物)之行為，

2014年度共發生244件，被害價值亦達

八千一百二十萬餘元(陳炎輝，2015)。雖然

政府有法律規範能將罪犯繩之以法，但需

有清楚明確的證據足以證明其為人為盜採

而非漂流木。

因龐大數量的漂流木中夾雜珍貴林木

(如:檜木、肖楠、牛樟等)，每當連日豪大

雨後，往往成為木材利用相關業者炙手可

熱之目標物。林政單位為維護國家資財，

輒衍生官商法律訴訟，由於漂流木的產生

條件、漂移過程、曝置時間及環境狀態等

過程，均會對木材產生嚴重之劣化或損傷

(張獻仁等，2009)。因此，針對是否為漂流

木認定相對困難，迄今尚無快速簡易且具

體客觀評估方法，導致林政單位在管理、

調查或訴訟等相關處理時，無明確根據足

以辨識及佐證。

本研究目的藉由牛樟漂流木與非漂流

木之機械性質檢測與分析，針對漂流木與

非漂流木分別以各項機械性質分析等評估

因子進行研究，並利用人工智慧之機械學

習分類方法(如平衡感知器分類、決策樹分

類及神經網路分類)進行學習分類，尋找出

明確有利於鑑識兩者間差異之方法。期能

建立科學數據之判定模式，依木材之物理

及各項機械性質等因子，訂定比例權值及

預測模式，期提供林政單位作為爾後牛樟

漂流木辨識之參考工具。

II、材料與方法

(I)試驗材料

牛樟(Cinnamomum kanehirai Hayata)為

臺灣特有樹種，本試驗之材料由屏東林區

管理處提供，其試材之胸徑約90 cm，將取

得之實驗試材依來源分成漂流木及非漂流

木兩類段木，完成鋸切製材成徑切面板材

後進行乾燥處理至含水率為13±1%，最後

置於溫度20℃及相對濕度65% RH之恆溫恆

濕室中調濕14天。

(II)試驗方法與步驟

完成上述步驟後，分別進行密度、抗

壓、抗彎及抗剪性質試驗，收集之數據先
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以分類統整後，接著將其進行機械學習分

類(如圖1)。

(III)機械性質試驗

本試驗以Autograph公司所製造之AG-

10T強度試驗機進行實驗；木材之物理性

質依中華民國國家標準(National standards 

of the Republic of China, CNS)進行試驗(如

表1)，可得知漂流木與非漂流木之機械性

質，實驗包含試材之邊心材及其斷面(弦

向、徑向)等之差異性。

(IV)機械學習分析方法

統計(Statistics)是對數據的數學研究，

除非有數據，否則無法進行統計。而統計

模型(Statistical modeling)是數據的模型，主

要用於推斷數據中不同內容的關係，或建

立能夠預測未來值的模型。通常情況下，

這兩者是相輔相成的。很多統計模型可以

做出預測，但預測通常無法達到預期。而

機器學習通常會犧牲可解釋性以獲得強大

的預測能力(Stewart, 2019)。例如，從線性

表1 木材物理及機械性質試驗之CNS標準規範

Table 1 National standards of the Republic of China specification for wood physical and mechanical 
properties test

測驗項目 試材尺寸 規範編號 規範名稱

木材密度 2 cm x 2 cm x 2 cm CNS 451 木材密度試驗法

抗壓強度 2 cm (a) x 2 cm (a) x 4 cm (h) CNS 453 木材抗壓試驗法

抗彎強度 2 cm (a) x 2 cm (a) x 30 cm (l) CNS 454 木材抗彎試驗法

抗剪強度 2 cm (b) x 2 cm (b) x 2 cm (h) CNS 455 木材平行纖維剪力強度試驗法

註：(a)為試體邊長、(b)為試體橫切面之長、(h)為試體高度、(l)為試體長度

圖1 實驗流程。

Fig. 1 The experiment process.
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迴歸到神經網絡，儘管解釋性較差，但是

預測能力卻大幅提高(表2)。

王凤君(2017)指出機器學習為計算機科

學和人工智慧的一個分支，通過數據學習

構建分析系統，不依賴明確的構建規則；

而統計模型為數學的分支，用以發現變量

間之相關關係從而預測輸出。

雲端機器學習(Microsoft Azure machine 

learning, MAML)，為微軟公司(Microsoft；

NASDAQ：MSFT) 雲端架構的服務之一，

乃以機器學習的方法分析過往或目前的資

料以找出行為模式或趨勢，可快速地建立

預測模型，並將其分析解決方案，提供處

理大數據的基礎建設、機器學習的演算

法、硬體運算資源以及將模型變成雲端應

用模組(Microsoft Azure)。MAML可快速

的建立預測模型，且根據其資料建置、測

試及部署預測分析來解決方案(如圖2)。

表2 統計、統計建模及機械學習之差異

Table 2 The differences in statistics, statistical modeling, and machine learning

數據 模型 採樣 預測 學習性

統計 ✔ ✖ ✔ ✖ ✖

統計建模 ✔ ✔ ✔ ✔ ✖

機械學習 ✔ ✔ ✖ ✔ ✔

圖2 MAML操作頁面。

Fig. 2 Operation page of MAML.

①Crushing: 匯入資料、②Split Date: 資料整理、③Train Model: 資料定義屬性、 ④Two Class Averaged Perceptron: 套
用學習演算法、⑤Evaluate Model: 進行預測的輸出，並完成預測模型的建構。
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MAML藉由五個步驟來建立：

經AZURE MAML計算後，可求得該

實驗結果之圖表及數據(如圖3)，包含ROC

曲線圖(Receiver operating characteristic 

curve, ROC)、AUC曲線下面積(Area under 

the precision recall curve, AUC)及升降預測

(Lift prediction, LFT)。本研究採其中的ROC

曲線為評估所設計之實驗模型優劣與否依

據，ROC曲線基本原則為曲線愈往左上方

移動，其模型的準確率愈高，故計算ROC

曲線下方的面積，並以AUC來表示，其值

越接近1表示判斷力越好(如圖4)，其AUC = 

0.677。

經學習後之四種結果分別為真陽性

(True Positive, TP)、偽陽性(False Positive, 

FP)、真陰性(True Negative, TN)及偽陰性

(False Negative, FN)，將該結果繪製成圖5

之ROC空間呈現，以下列之公式分別計算

其正確率及錯誤率，計算結果可用於多項

學習進行比較。

真陽性率(True Positive Rate, TPR)：在

所有實際為漂流木(Yes)的樣本中，被正確

地判斷為漂流木(Yes)之機率，代表漂流木

正確率。
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圖3 ROC曲線。

Fig. 3 ROC curve.

圖4 AUC數值。

Fig. 4 AUC value.

圖5 ROC空間。

Fig. 5 ROC space.
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node)上。由根(Root)至葉節點之路徑則為

分類樹演算法的分類規則(如圖6)。

為使節點上能以最具意義特徵進行

分割(Split)，並定義目標函數(Objective 

圖6 決策樹演算法(Raschka and Mirjalili, 
2018)。

Fig. 6  Algorithm of boosted decision tree.
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(Raschka and Mirjalili, 2018)。

1

1

1

1

1

1

1

1

1

1

1

1

1

1

1

1

 

140 

圖圖 6141 

Fig. 142 

145 

funct146 

(Rasc147 

146 

150 

之數151 

節點152 

兩個153 

151 

3. 152 

155 

中包156 

和節157 

決決策策樹樹演演算算

6 Algorithm

為使節點上

tion)使其資

chka and M

上述函數中

數據集，𝐼𝐼為

點之樣本數

個子節點: 𝐷𝐷�

𝐼𝐼𝐼𝐼

神經網路 

神經網絡分

包括標籤列

節點的非循環

算算法法(Rasch

m of boosted

上能以最具

資訊增益(父

Mirjalili, 201

𝐼𝐼𝐼𝐼�𝐷𝐷�

中，𝑓𝑓為節點

其不純度(I

。為減少組

����、𝐷𝐷�����

�𝐷𝐷�, 𝑓𝑓� � 𝐼𝐼

分類(Neural

，該方法為

環圖連接到

hka and Mi

d decision tr

具意義特徵

父節點之不

18)。 

�, 𝑓𝑓� � 𝐼𝐼�𝐷𝐷�

點分割之特

Impurity me

組合搜尋空間

�。 

𝐼𝐼�𝐷𝐷�� � ���
��

l network)為

為一組相互連

到輸出層(如

14 

irjalili, 2018

tree. 

徵進行分割

不純度與子

�� ��
�

���

特徵，𝐷𝐷�及

easure)，𝑁𝑁�

間，故實作

���
�
𝐼𝐼�𝐷𝐷�����

為監督式之

連接的層。

圖 7)。 

8)。。 

割(Split)，並

子節點之不

��
�� 𝐼𝐼�𝐷𝐷���

  

及𝐷𝐷�為父節點

�為父節點之

作「二元決

� ������
�� 𝐼𝐼�𝐷𝐷

之學習方法，

。輸入是第

 

並定義目標

不純度加總後

---(10) 

點之數據集

之樣本數，

策樹」，將

𝐷𝐷������ ---(

，需帶有標籤

一層，並通

標函數(Obje

後之差)最

集與第𝑗𝑗個子

𝑁𝑁�則為第𝑗𝑗

將各父節點

(11) 

籤的數據集

通過包含加

ective 

最大化

子節點

𝑗𝑗個子

點分為

集，其

加權邊

 ..... (10)

上述函數中，f 為節點分割之特徵，

Dp及Dj為父節點之數據集與第個子節點之

數據集，I 為其不純度(Impurity measure)，

Np為父節點之樣本數，Nj則為第 j 個子節點

之樣本數。為減少組合搜尋空間，故實作

「二元決策樹」，將各父節點分為兩個子

節點:Dleft、Dright。

1

1

1

1

1

1

1

1

1

1

1

1

1

1

1

1

 

140 

圖圖 6141 

Fig. 142 

145 

funct146 

(Rasc147 

146 

150 

之數151 

節點152 

兩個153 

151 

3. 152 

155 

中包156 

和節157 

決決策策樹樹演演算算

6 Algorithm

為使節點上

tion)使其資

chka and M

上述函數中

數據集，𝐼𝐼為

點之樣本數

個子節點: 𝐷𝐷�

𝐼𝐼𝐼𝐼

神經網路 

神經網絡分

包括標籤列

節點的非循環

算算法法(Rasch

m of boosted

上能以最具

資訊增益(父

Mirjalili, 201

𝐼𝐼𝐼𝐼�𝐷𝐷�

中，𝑓𝑓為節點

其不純度(I

。為減少組

����、𝐷𝐷�����

�𝐷𝐷�, 𝑓𝑓� � 𝐼𝐼

分類(Neural

，該方法為

環圖連接到

hka and Mi

d decision tr

具意義特徵

父節點之不

18)。 

�, 𝑓𝑓� � 𝐼𝐼�𝐷𝐷�

點分割之特

Impurity me

組合搜尋空間

�。 

𝐼𝐼�𝐷𝐷�� � ���
��

l network)為

為一組相互連

到輸出層(如

14 

irjalili, 2018

tree. 

徵進行分割

不純度與子

�� ��
�

���

特徵，𝐷𝐷�及

easure)，𝑁𝑁�

間，故實作

���
�
𝐼𝐼�𝐷𝐷�����

為監督式之

連接的層。

圖 7)。 

8)。。 

割(Split)，並

子節點之不

��
�� 𝐼𝐼�𝐷𝐷���

  

及𝐷𝐷�為父節點

�為父節點之

作「二元決

� ������
�� 𝐼𝐼�𝐷𝐷

之學習方法，

。輸入是第

 

並定義目標

不純度加總後

---(10) 

點之數據集

之樣本數，

策樹」，將

𝐷𝐷������ ---(

，需帶有標籤

一層，並通

標函數(Obje

後之差)最

集與第𝑗𝑗個子

𝑁𝑁�則為第𝑗𝑗

將各父節點

(11) 

籤的數據集

通過包含加

ective 

最大化

子節點

𝑗𝑗個子

點分為

集，其

加權邊

                      

1

1

1

1

1

1

1

1

1

1

1

1

1

1

1

1

 

140 

圖圖 6141 

Fig. 142 

145 

funct146 

(Rasc147 

146 

150 

之數151 

節點152 

兩個153 

151 

3. 152 

155 

中包156 

和節157 

決決策策樹樹演演算算

6 Algorithm

為使節點上

tion)使其資

chka and M

上述函數中

數據集，𝐼𝐼為

點之樣本數

個子節點: 𝐷𝐷�

𝐼𝐼𝐼𝐼

神經網路 

神經網絡分

包括標籤列

節點的非循環

算算法法(Rasch

m of boosted

上能以最具

資訊增益(父

Mirjalili, 201

𝐼𝐼𝐼𝐼�𝐷𝐷�

中，𝑓𝑓為節點

其不純度(I

。為減少組

����、𝐷𝐷�����

�𝐷𝐷�, 𝑓𝑓� � 𝐼𝐼

分類(Neural

，該方法為

環圖連接到

hka and Mi

d decision tr

具意義特徵

父節點之不

18)。 

�, 𝑓𝑓� � 𝐼𝐼�𝐷𝐷�

點分割之特

Impurity me

組合搜尋空間

�。 

𝐼𝐼�𝐷𝐷�� � ���
��

l network)為

為一組相互連

到輸出層(如

14 

irjalili, 2018

tree. 

徵進行分割

不純度與子

�� ��
�

���

特徵，𝐷𝐷�及

easure)，𝑁𝑁�

間，故實作

���
�
𝐼𝐼�𝐷𝐷�����

為監督式之

連接的層。

圖 7)。 

8)。。 

割(Split)，並

子節點之不

��
�� 𝐼𝐼�𝐷𝐷���

  

及𝐷𝐷�為父節點

�為父節點之

作「二元決

� ������
�� 𝐼𝐼�𝐷𝐷

之學習方法，

。輸入是第

 

並定義目標

不純度加總後

---(10) 

點之數據集

之樣本數，

策樹」，將

𝐷𝐷������ ---(

，需帶有標籤

一層，並通

標函數(Obje

後之差)最

集與第𝑗𝑗個子

𝑁𝑁�則為第𝑗𝑗

將各父節點

(11) 

籤的數據集

通過包含加

ective 

最大化

子節點

𝑗𝑗個子

點分為

集，其

加權邊

 ............... (11)

3.神經網路

神經網絡分類(Neural network)為監督

式之學習方法，需帶有標籤的數據集，其

中包括標籤列，該方法為一組相互連接的

層。輸入是第一層，並通過包含加權邊和

節點的非循環圖連接到輸出層(如圖7)。

在輸入和輸出層間，可以插入多個隱

藏層，僅需一層或幾層隱藏層即可完成大

多數預測性任務。輸入和輸出之間的關係

為通過在輸入數據訓練神經網絡學習而

來，圖表的方向從輸入開始，通過隱藏層

到達輸出層，一層中的所有節點都通過加

權邊連接到下一層中的節點。

使用訓練數據集，逐步分析向前傳遞

法之個別步驟，以依據該模式產生輸出，

因隱藏層之各單元需與輸入層之所有單元

連間，以下公式為隱藏層

1

1

1

1

1

1

1

1

1

1

1

1

1

1

1

 

156 

圖 7 157 

Fig. 7158 

162 

大多163 

而來164 

過加165 

165 

因隱166 

單元167 

166 

167 

 
為168 

169 

 170 

神經網路演

7 Algorithm

在輸入和輸

多數預測性任

來，圖表的方

加權邊連接到

使用訓練數

隱藏層之各單

元(Raschka a

為淨輸入，

演算法(Ra

m of neural 

輸出層間，

任務。輸入

方向從輸入

到下一層中

數據集，逐步

單元需與輸

and Mirjalili

  

∅ 則為啟

schka and 

network. 

可以插入多

入和輸出之間

入開始，通過

中的節點。 

步分析向前

輸入層之所有

i, 2018)。 

,
  

 

啟動函數，

∅
 

15 

Mirjalili, 2

多個隱藏層

間的關係為

過隱藏層到

前傳遞法之個

有單元連間

 
,

  

∅   

利用梯度下

  -

2018)。 

層，僅需一

為通過在輸

到達輸出層

個別步驟，

間，以下公式

⋯  

---(13) 

下降法學習

---(14) 

 

層或幾層隱

入數據訓練

，一層中的

以依據該模

式為隱藏層

,
  ---(12)

習出連接至神

隱藏層即可

練神經網絡

的所有節點

模式產生輸

 
計算出

) 

神經元之加

可完成

絡學習

點都通

輸出，

出啟動

加權。 

計算出啟動

單元(Raschka and Mirjalili, 2018)。

　

1

1

1

1

1

1

1

1

1

1

1

1

1

1

1

 

156 

圖圖 7 157 

Fig. 7158 

162 

大多163 

而來164 

過加165 

165 

因隱166 

單元167 

166 

167 

𝑧𝑧� ���為168 

169 

 170 

神神經經網網路路演演

7 Algorithm

在輸入和輸

多數預測性任

來，圖表的方

加權邊連接到

使用訓練數

隱藏層之各單

元(Raschka a

為淨輸入，

演演算算法法(Ra

m of neural 

輸出層間，

任務。輸入

方向從輸入

到下一層中

數據集，逐步

單元需與輸

and Mirjalili

𝑧𝑧� ��� � 𝑎𝑎� ��

∅�𝑧𝑧�則為啟

schka and 

network. 

可以插入多

入和輸出之間

入開始，通過

中的節點。 

步分析向前

輸入層之所有

i, 2018)。 

��𝑤𝑤�,�
 ���  � 𝑎𝑎

𝑎𝑎� ��� �

啟動函數，

∅�𝑧𝑧�
 

15 

Mirjalili, 2

多個隱藏層

間的關係為

過隱藏層到

前傳遞法之個

有單元連間

𝑎𝑎� ����𝑤𝑤�,�
 ���  �

� ∅�𝑧𝑧� ���� 

利用梯度下

� �
�����  -

2018)。。 

層，僅需一

為通過在輸

到達輸出層

個別步驟，

間，以下公式

�⋯𝑎𝑎� ����𝑤𝑤

---(13) 

下降法學習

---(14) 

 

層或幾層隱

入數據訓練

，一層中的

以依據該模

式為隱藏層𝑎𝑎

𝑤𝑤�,�
 ��� ---(12)

習出連接至神

隱藏層即可

練神經網絡

的所有節點

模式產生輸

𝑎𝑎� ���計算出

) 

神經元之加

可完成

絡學習

點都通

輸出，

出啟動

加權。 

　　　　

1

1

1

1

1

1

1

1

1

1

1

1

1

1

1

 

156 

圖圖 7 157 

Fig. 7158 

162 

大多163 

而來164 

過加165 

165 

因隱166 

單元167 

166 

167 

𝑧𝑧� ���為168 

169 

 170 

神神經經網網路路演演

7 Algorithm

在輸入和輸

多數預測性任

來，圖表的方

加權邊連接到

使用訓練數

隱藏層之各單

元(Raschka a

為淨輸入，

演演算算法法(Ra

m of neural 

輸出層間，

任務。輸入

方向從輸入

到下一層中

數據集，逐步

單元需與輸

and Mirjalili

𝑧𝑧� ��� � 𝑎𝑎� ��

∅�𝑧𝑧�則為啟

schka and 

network. 

可以插入多

入和輸出之間

入開始，通過

中的節點。 

步分析向前

輸入層之所有

i, 2018)。 

��𝑤𝑤�,�
 ���  � 𝑎𝑎

𝑎𝑎� ��� �

啟動函數，

∅�𝑧𝑧�
 

15 

Mirjalili, 2

多個隱藏層

間的關係為

過隱藏層到

前傳遞法之個

有單元連間

𝑎𝑎� ����𝑤𝑤�,�
 ���  �

� ∅�𝑧𝑧� ���� 

利用梯度下

� �
�����  -

2018)。。 

層，僅需一

為通過在輸

到達輸出層

個別步驟，

間，以下公式

�⋯𝑎𝑎� ����𝑤𝑤

---(13) 

下降法學習

---(14) 

 

層或幾層隱

入數據訓練

，一層中的

以依據該模

式為隱藏層𝑎𝑎

𝑤𝑤�,�
 ��� ---(12)

習出連接至神

隱藏層即可

練神經網絡

的所有節點

模式產生輸

𝑎𝑎� ���計算出

) 

神經元之加

可完成

絡學習

點都通

輸出，

出啟動

加權。 

 .......................... (12)

　

1

1

1

1

1

1

1

1

1

1

1

1

1

1

1

 

156 

圖圖 7 157 

Fig. 7158 

162 

大多163 

而來164 

過加165 

165 

因隱166 

單元167 

166 

167 

𝑧𝑧� ���為168 

169 

 170 

神神經經網網路路演演

7 Algorithm

在輸入和輸

多數預測性任

來，圖表的方

加權邊連接到

使用訓練數

隱藏層之各單

元(Raschka a

為淨輸入，

演演算算法法(Ra

m of neural 

輸出層間，

任務。輸入

方向從輸入

到下一層中

數據集，逐步

單元需與輸

and Mirjalili

𝑧𝑧� ��� � 𝑎𝑎� ��

∅�𝑧𝑧�則為啟

schka and 

network. 

可以插入多

入和輸出之間

入開始，通過

中的節點。 

步分析向前

輸入層之所有

i, 2018)。 

��𝑤𝑤�,�
 ���  � 𝑎𝑎

𝑎𝑎� ��� �

啟動函數，

∅�𝑧𝑧�
 

15 

Mirjalili, 2

多個隱藏層

間的關係為

過隱藏層到

前傳遞法之個

有單元連間

𝑎𝑎� ����𝑤𝑤�,�
 ���  �

� ∅�𝑧𝑧� ���� 

利用梯度下

� �
�����  -

2018)。。 

層，僅需一

為通過在輸

到達輸出層

個別步驟，

間，以下公式

�⋯𝑎𝑎� ����𝑤𝑤

---(13) 

下降法學習

---(14) 

 

層或幾層隱

入數據訓練

，一層中的

以依據該模

式為隱藏層𝑎𝑎

𝑤𝑤�,�
 ��� ---(12)

習出連接至神

隱藏層即可

練神經網絡

的所有節點

模式產生輸

𝑎𝑎� ���計算出

) 

神經元之加

可完成

絡學習

點都通

輸出，

出啟動

加權。 

 .................................... (13)

1

1

1

1

1

1

1

1

1

1

1

1

1

1

1

 

156 

圖圖 7 157 

Fig. 7158 

162 

大多163 

而來164 

過加165 

165 

因隱166 

單元167 

166 

167 

𝑧𝑧� ���為168 

169 

 170 

神神經經網網路路演演

7 Algorithm

在輸入和輸

多數預測性任

來，圖表的方

加權邊連接到

使用訓練數

隱藏層之各單

元(Raschka a

為淨輸入，

演演算算法法(Ra

m of neural 

輸出層間，

任務。輸入

方向從輸入

到下一層中

數據集，逐步

單元需與輸

and Mirjalili

𝑧𝑧� ��� � 𝑎𝑎� ��

∅�𝑧𝑧�則為啟

schka and 

network. 

可以插入多

入和輸出之間

入開始，通過

中的節點。 

步分析向前

輸入層之所有

i, 2018)。 

��𝑤𝑤�,�
 ���  � 𝑎𝑎

𝑎𝑎� ��� �

啟動函數，

∅�𝑧𝑧�
 

15 

Mirjalili, 2

多個隱藏層

間的關係為

過隱藏層到

前傳遞法之個

有單元連間

𝑎𝑎� ����𝑤𝑤�,�
 ���  �

� ∅�𝑧𝑧� ���� 

利用梯度下

� �
�����  -

2018)。。 

層，僅需一

為通過在輸

到達輸出層

個別步驟，

間，以下公式

�⋯𝑎𝑎� ����𝑤𝑤

---(13) 

下降法學習

---(14) 

 

層或幾層隱

入數據訓練

，一層中的

以依據該模

式為隱藏層𝑎𝑎

𝑤𝑤�,�
 ��� ---(12)

習出連接至神

隱藏層即可

練神經網絡

的所有節點

模式產生輸

𝑎𝑎� ���計算出

) 

神經元之加

可完成

絡學習

點都通

輸出，

出啟動

加權。 為淨輸入，Ø(z)則為啟動函數，

利用梯度下降法學習出連接至神經元之加

權。

　

1

1

1

1

1

1

1

1

1

1

1

1

1

1

1

 

156 

圖圖 7 157 

Fig. 7158 

162 

大多163 

而來164 

過加165 

165 

因隱166 

單元167 

166 

167 

𝑧𝑧� ���為168 

169 

 170 

神神經經網網路路演演

7 Algorithm

在輸入和輸

多數預測性任

來，圖表的方

加權邊連接到

使用訓練數

隱藏層之各單

元(Raschka a

為淨輸入，

演演算算法法(Ra

m of neural 

輸出層間，

任務。輸入

方向從輸入

到下一層中

數據集，逐步

單元需與輸

and Mirjalili

𝑧𝑧� ��� � 𝑎𝑎� ��

∅�𝑧𝑧�則為啟

schka and 

network. 

可以插入多

入和輸出之間

入開始，通過

中的節點。 

步分析向前

輸入層之所有

i, 2018)。 

��𝑤𝑤�,�
 ���  � 𝑎𝑎

𝑎𝑎� ��� �

啟動函數，

∅�𝑧𝑧�
 

15 

Mirjalili, 2

多個隱藏層

間的關係為

過隱藏層到

前傳遞法之個

有單元連間

𝑎𝑎� ����𝑤𝑤�,�
 ���  �

� ∅�𝑧𝑧� ���� 

利用梯度下

� �
�����  -

2018)。。 

層，僅需一

為通過在輸

到達輸出層

個別步驟，

間，以下公式

�⋯𝑎𝑎� ����𝑤𝑤

---(13) 

下降法學習

---(14) 

 

層或幾層隱

入數據訓練

，一層中的

以依據該模

式為隱藏層𝑎𝑎

𝑤𝑤�,�
 ��� ---(12)

習出連接至神

隱藏層即可

練神經網絡

的所有節點

模式產生輸

𝑎𝑎� ���計算出

) 

神經元之加

可完成

絡學習

點都通

輸出，

出啟動

加權。 

 ....................................... (14)

III、結果與討論

本研究利用牛樟漂流木(D)與非漂流

木(N)之心材(H)及邊材(S)分別以密度、抗

壓、抗彎及抗剪之試驗數值進行機械學

習，判定該試材是否屬於漂流木或非漂流

木，以下分別為該試驗之結果：

(I)密度

漂流木心材(DH)樣本數為561個及邊材

(DS)為298個，則非漂流木心材(NH)為664

圖7 神經網路演算法(Raschka and Mirjalili, 
2018)。

Fig. 7  Algorithm of neural network.
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個及邊材(NS)為327個，試材各部位數據如

表3所示，以兩者之心材差異作為比較顯示

顯著性差異，且非漂流木中邊材與心材表

現相同。

表3 密度單向變異數分析

Table 3 One-way ANOVA of the density

代號 樣本數 密度(g/cm3)

DH 561 0.556±0.109(A)

DS 298 0.547±0.106(A)

NH 664 0.636±0.087(B)

NS 327   0.563±0.082(A)

註：( )內兩者具有相同字母之平均值為無顯著差異。

F (3, 1846) = 99.84, p < 0.0001

(II)抗壓強度數值之機械學習

本研究利用 3 8 2個樣本進行機械學

習，以Boosted Decision Tree及Averaged 

Percep t ron分別訓練，各成效曲線下面

積(AUC)分別為0.941及0.741 (如圖8)，

Boosted Decision Tree決策樹學習於抗

壓性質有較佳的辨別力，以圖9之R O C

空間計算其準確度為87.17%，錯誤率為

12.83%。

(III)抗彎強度數值之機械學習

本研究利用159個樣本進行學習，以

Boosted Decision Tree、Averaged Perceptron

及Neural Network分別訓練，各成效曲線下

圖8 抗壓測試之決策樹(a)及平衡感知(b)之ROC曲線。

Fig. 8 The boosted decision tree (a) and averaged perceptron (b) of ROC curve 
in the compression test.

圖9 抗壓測試之決策樹(a)及平衡感知(b)之ROC空間。

Fig. 9 The boosted decision tree (a) and averaged perceptron (b) of 
ROC space in the compression test.
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面積(AUC)分別為0.740、0.768及0.811 (圖

10)，其中Neural Network類神經學習於抗彎

性質有較佳的辨別力。

由圖11可發現，三種學習方法於辨

別判斷中，其準確度分別為 6 7 . 3 0 %、

70.44%、71.70%，錯誤率為32.70%、

29.56%、28.30%；其中，以TPR之正確率

47.76% (a)、40.30% (b)及40.30% (c)分析，

皆無法準確將漂流木正確分類為漂流木；

反之以TNR之三者81.15% (a)、92.39% (b)

及94.57% (c)觀察，皆能較準確將非漂流木

正確分類為非漂流木。

(IV)抗剪強度數值之機械學習

本研究利用282個樣本進行學習，以

Boosted Decision Tree及Averaged Perceptron

分別訓練，各成效曲線下面積(AUC)分別為

0.980及0.909 (如圖12)。其中，決策樹學習

於抗剪性質具有較佳的鑑別力(如圖13)，其

準確度分別為92.91%、81.21%，錯誤率為

7.09%、18.79%。

(V)資料統整與比較

本研究藉由公式(1)~(14)分別計算該

學習方法對於其準確度及錯誤率，將結果

繪製於表4，與曲線下面積(AUC)相互進

行比較，以取得準確度高、錯誤率低及擁

有較佳辨別力之方法進行判別。三項試驗

圖11 抗彎測試之決策樹(a)、平衡感知(b)及類神經(c)之ROC空間。

Fig. 11 The boosted decision tree (a), averaged perceptron (b), and neural network (c) of ROC space in 
the bending test.

圖10  抗彎測試之決策樹(a)、平衡感知(b)及類神經(c)之ROC曲線。

Fig. 10  The boosted decision tree (a), averaged perceptron (b), and neural network (c) of 
ROC curve in the bending test.
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圖12 抗剪測試之決策樹(a)及平衡感知(b)之ROC曲線。

Fig. 12 The boosted decision tree (a) and averaged perceptron (b) of ROC 
curve in the shearing test.

圖13 抗剪測試之決策樹(a)及平衡感知(b)之ROC空間。

Fig. 13 The boosted decision tree (a) and averaged perceptron (b) of 
ROC space in the shearing test.

表4 機械學習方法比較

Table 4 The comparison of mechanical learning methods

學習方法
曲線下面積

(AUC)
準確度

(%)
錯誤率

(%)

抗壓

Boosted Decision Tree 0.941 87.17 12.83

Averaged Perceptron 0.741 74.87 25.13

抗彎

Boosted Decision Tree 0.740 67.30 32.70

Averaged Perceptron 0.768 70.44 29.56

Neural Network 0.811 71.70 28.30

抗剪

Boosted Decision Tree 0.980 92.91 7.09

Averaged Perceptron 0.909 81.21 18.79
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表5 機械學習方法驗證

Table 5 The verification of mechanical learning methods

抗壓(a) 抗彎(b) 抗剪(c)

TPR (%) 53.33 33.33 100.00

FNR (%) 46.67 66.67 0.00

TNR (%) 86.67 100.00 93.33

FPR (%) 13.33 0.00 6.67

準確度(%) 70.00 66.67 96.67

錯誤率(%) 30.00 33.33 3.33

表6 各項目機械學習法數據比較

Table 6 Comparison of mechanical learning method data of each project

抗壓(a) 抗壓(b) 抗彎(a) 抗彎(b) 抗彎(c) 抗剪(a) 抗剪(b)

TPR (%) 83.33 53.57 47.76 40.30 40.30 92.11 79.61

FNR (%) 16.67 46.43 52.24 59.70 59.70 7.89 20.39

TNR (%) 90.19 91.59 81.52 92.39 94.57 93.85 83.08

FPR (%) 9.81 8.41 18.48 7.61 5.43 6.15 16.92

準確度(%) 87.17 74.87 67.30 70.44 71.70 92.91 81.21

錯誤率(%) 12.83 25.13 32.70 29.56 28.30 7.09 18.79

所學習求得之曲線下面積結果為抗剪決策

樹0.980 > 抗壓決策樹0.941 > 抗彎類神經

0.811，由此可看出抗剪決策樹較其他6項所

學習之成效佳，其準確度達92.91%，則錯

誤率僅7.09%。

(VI)驗證與比較

抗壓、抗彎及抗剪三項各以30個未輸

入學習之數據樣本，通過Azure機械學習

系統分別以前述分別較佳的學習法進行判

斷，分別計算TPR、FPR、TNR、FNR、

準確度及錯誤率，前段所得機率(表5)與所

計算之數值(表6)皆為相近；結果顯示「抗

剪」所使用之決策樹學習法判斷結果準確

性高，此試驗中實際為漂流木且判斷為

漂流木之機率(TPR)達100%，且實際為非

漂流木並判斷為非漂流木之機率(TNR)達

93.33%，準確度達96.67%。

三項機械學習法中，由圖14可觀察到
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實際為非漂流木並診斷為非漂流木之機率

(TNR)皆擁有較高之判斷力，但於漂流木

TPR之判斷中，以(c)之能力最佳，且(a)較

佳於(b)。圖14 抗壓(a)、抗彎(b)及抗剪(c)測

試值之ROC空間。

IV、結論

本研究以機械學習法對牛樟非漂流木

及漂流木以機械性質進行辨識分析，再以

心材與邊材分別探討兩者木材之物理性

質，其漂流木與非漂流木進行試驗性質可

歸納以下：

測試密度之結果顯示，非漂流木與漂

流木之試材有顯著性差異，因兩類來源之

試材原始含水率不同其非漂流木較低，於

木材收縮現象中，其微細胞表面對於水的

親和性較大，因此，細胞壁之內部吸著之

水分容積減小，其收縮率較低而造成非漂

流木密度較高且與漂流木呈顯著差異。

將機械性質試驗數據經機械學習後所

求得之結果，抗剪決策樹0.980 > 抗壓決策

樹0.941 > 抗彎類神經0.811，由此可看出抗

剪決策樹較其他學習方法之成效佳，其準

確度達92.91%，則錯誤率僅7.09%，藉由衍

生之判定系統能以較客觀方式來辨別受檢

驗之試材是否屬於漂流木。

利用30個未輸入學習之數據樣本，通

過Azure機械學習系統分別以前述分別較

佳的學習法進行判斷，抗剪所使用之決策

樹學習法診斷突出，此試驗中實際為漂流

木且診斷為漂流木之機率(TPR)達100%，

且實際為非漂流木並診斷為非漂流木之機

率(TNR)達93.33%準確度達96.67%，通過

以上試驗可用較客觀且精確之方式區分二

者，達到判斷該來源木料屬於漂流木或非

漂流木。
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